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Abstrakt v SJ

Táto diplomová práca sa venuje problematike viacvýstupovej predikcie počasia po-

mocou neurónových sietí. Využíva rozsiahlu neurónovú sieť, ktorej učenie je časovo

náročné. Venuje sa urýchľovaniu učenia tejto siete, kde využíva niekoľko metód -

optimalizáciu pomocou kompilátora, vektorizáciu zdrojového kódu a paralelizáciu

programu. Z dôvodu využitia paralelizácie sieť používa špeciálnu metódu na mo-

difikáciu synaptických váh. Ďalej sa venuje experimentálnemu nájdeniu vhodných

parametrov pre učenie tejto siete a následne aj samotnému učeniu a vizualizácii vý-

sledku.

Kľúčové slová v SJ

predikcia počasia, neurónové siete, viacvýstupová predikcia, vektorizácia, SSE, AVX,

paralelizácia, OpenMP

Abstrakt v AJ

This thesis deals with problems of multi-output weather prediction using neural

networks. It uses wide neural network whose learning is time consuming. It is dedi-

catated to accelerating of learning of the network, which uses a number of methods

- by compiler optimization, source code vectorization and parallelization. Due to the

use of parallelization, the network uses a special method to modify the synaptic we-

ights. Next it experimental finds suitable parameters for the learning of the network

and it dedicates to the learning and to visualization of result.

Kľúčové slová v AJ

weather forecast, neural network, multi-output prediction, vectorization, SSE, AVX,

paralelization, OpenMP
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Úvod

Náplňou tejto diplomovej práce je predikcia lokálneho počasia pomocou neuróno-

vej siete. Pri predikcii je použitá mohutná neurónová sieť s množstvom neurónov a

prepojení medzi nimi. Táto mohutnosť si preto vyžaduje výrazné urýchlenie učenia,

ktoré by inak trvalo neúnosne dlhý čas. V práci je rozobraných niekoľko možností na

urýchlenie behov programov v jazyku C - od jednoduchého využitia automatickej

optimalizácie kompilátora, cez vektorizáciu kódu, až po využitie viacerých jadier

procesora. Práve z dôvodu paralelizácie programu je pre sieť navrhnutá špeciálna

metóda pre modifikáciu synaptických váh, ktorá je čiastočne podobná s batch uče-

ním.

Predikcia tejto siete je na výstupe zakódovaná do niekoľkých neurónov - každú pre-

dikovanú hodinu kóduje 70 neurónov, z ktorých každý reprezentuje určitú teplotu v

stupňoch celzia. Tým je jednoduchá predikcia počasia pretransformovaná na viac-

výstupovú predikciu.

V práci je vykonaných niekoľko experimentov, ktoré nám slúžia na nájdenie vhod-

ných paramerov pre učenie vytvorenej siete. V závere je vygenerovaných niekoľko

predikcií, ktoré sú aj graficky vizualizované, na ktorých sme otestovali funkčnosť

vytvoreného systému.
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1 Formulácia úlohy

Obsah tejto diplomovej práce môžeme rozdeliť do nasledujúcich bodov:

1. Úvod do problematiky predikcie počasia s ohľadom na viacvýstupovú predik-

ciu.

2. Stručný úvod do problematiky vektorizácie a paralelizácie v jazyku C.

3. Návrh systému pre viacvýstupovú predikciu počasia.

4. Implementácia navrhnutého systému a optimalizácia na rýchlosť výpočtov.

5. Analýza možností viacvýstupovej predikcie navrhnutého systému.

6. Vypracovanie dokumentácie podľa pokynov vedúceho práce.

Splnenie jednotlivých bodov:

1. Problematikou predikcie počasia a viacvýstupovou predikciou sa venujem v

kapitole 2.

2. Metódy vektorizácie a paralelizácie programu v jazyku C sú popísané v kapi-

tolách 3 a 4.

3. Kapitoly 5 a 6 sú venované návrhu a implementácii systému na predikciu

počasia.

4. Možnosti takejto predikcie závisia od kvality naučenia siete a tomu sú venované

kapitoly 6.1 až 6.3.

5. Dokumentácia je priložená v prílohe A.

2



FEI KKUI

2 Viacvýstupová predikcia počasia

2.1 Predikcia počasia

Predpoveď počasia je aplikácia vedeckých a technických poznatkov, ktorej výsledkom

má byť poznanie počasia a budúceho vývoja atmosféry v určitom čase nad určitým

územím. [1]

Táto predpoveď je v niektorých prípadoch mimoriadne dôležitá a jej absenciou môžu

byť spôsobené výrazné materiálne či finančné straty, v niektorých prípadoch dokonca

aj straty na životoch. Výrazne sa využíva v oblastiach ako je napríklad poľhospodár-

stvo, letecká a vodná doprava, pre účely ochrany čistoty ovzdušia, v armáde a ďalšie.

Predpoveď počasia je dnes už neoddeliteľnou súčasťou bežného života. Usmerňuje

naše voľnočasové alebo pracovné aktivity, či spôsob obliekania sa. [1] [2]

2.2 Techniky predikcie počasia

V minulosti ľudia predpovedali počasie na základe pozorovania oblohy alebo sprá-

vania sa zvierat, ktoré sa pripravovali na zmenu počasia. Dnes existuje niekoľko mo-

dernejších metód, ktoré nám umožňujú efektívne predikovať počasie. Každá z nich

má svoje klady aj zápory a je vhodná v rozdielnych situáciách, v ktorých vytvára

rôzne kvalitné predikcie. [1]

Nasledujúce odseky popisujúce techniky predikcie počasia boli odvodené z [2].

2.2.1 Stálosť

Najjednoduchšia metóda na predikciu počasia spolieha na podmienky v aktuálny

deň, na základe ktorých potom predikuje podmienky na zajtra. Táto možnosť je
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zvyčajne presná vtedy, ak je počasie v stabilnom stave, napríklad počas letných

dní v tropických pásmach. Táto metóda silno závisí na prítomnosti stagnujúceho

priebehu počasia. Je užitočná nie len pri krátkodobých predpovediach, ale často aj

pri dlhodobých.

2.2.2 Použitie barometra

Merania atmosférického tlaku a jeho tendencie (zmeny tlaku za určitý čas) sú po-

užívané v predpovediach počasia od konca 19. storočia. Čím väčšia je zmena tlaku

(hlavne ak je to viac ako 3,5 hPa), tým väčšia zmena počasia sa dá očakávať. V

prípade, že tlak prudko klesne (blíži sa oblasť nízkeho tlaku vzduchu) je vysoká

pravdepodobnosť, že začne pršať. A naopak, ak tlak začne prudko stúpať predpo-

kladáme vylepšenie počasia a vyjasnenie oblohy.

2.2.3 Pohľad na oblohu

Popri tlakovej tendencii sú podmienky na oblohe jedným z najdôležitejších para-

metrov používaných v predpovediach počasia v hornatých oblastiach. Zosilnenie ob-

lačnosti alebo invázia vyšších oblakov indikuje dážď v blízkej budúcnosti. Ranná

hmla naznačuje dobré podmienky, keďže daždivé počasie je predchádzané vetrom,

ktorý zabraňuje tvorbe hmly. Približovanie pásu búrkových mrakov indikuje prí-

chod chladného frontu. Naopak čistá obloha indikuje pekné počasie v najbližšom

čase. Pozorovanie týchto javov na oblohe počas storočí tiež viedlo k vzniku mno-

hých pranostík.
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2.2.4 Nowcasting

Výraz nowcasting označuje predpoveď na veľmi krátku dobu. V počasí je to zvyčajne

nasledujúcich šesť hodín. V tomto časovom období je možné predikovať malé zmeny

počasia, ako sú malé lokálne búrky, s dostatočnou presnosťou. A práve tieto úkazy

nie sme schopní vyčítať z počítačových modelov. Človek vybavený poslednými ra-

darovými, satelitnými a odpozorovanými dátami je schopný lepšie zanalizovať malé

úkazy v týchto dátach a tým vytvoriť presnú predpoveď na nasledujúcich niekoľko

hodín.

2.2.5 Použitie predpovedných modelov

V minulosti ľudia predpovedali počasie len na základe dostupných pozorovaní. Dnes

je ľudská práca obmedzená len na výber vhodného modelu na základe rozličných

parametrov. Výberom správneho modelu, prípadne spojením častí niekoľkých mo-

delov sme schopní výrazne redukovať chybu predikcie. Avšak, bezohľadu na to aká

malá bude priemerná chyba na konkrétnom systéme, stále sa môžu vyskytovať veľké

chyby v niektorom z behov modelu. Preto sú ľudia stále potrební pri interpretovaní

dát z modelu a pri tvorbe predpovede, ktorá je porozumiteľná pre koncových použí-

vateľov. Ľudia dokážu využiť znalosti lokálnych efektov, ktoré môžu byť príliš malé

na to aby s nimi model počítal, aby priniesli viac informácií do predpovede. Pokiaľ

by sa ale presnosť predpovedných modelov zlepšila, ľudia by viac neboli potrební v

tomto procese. To je ale už záležitosť budúcnosti a dovtedy budú ľudia nevyhnutnou

súčasťou pri tvorbe predpovedí počasia.

2.2.6 Analogická technika

Analógová technika je komplexná metóda pre tvorbu predpovedí, ktorá si vyžaduje

zapamätanie si predchádzajúcich zaujímavých udalostí v počasí, pričom predpo-
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kladáme, že tieto udalosti sa budú v budúcnosti opakovať. Čo robí použitie tejto

techniky zložitým je fakt, že v budúcnosti nemôžeme očakávať výskyt stavov, ktoré

by boli presnou analógiou tých, ktoré zaznamenávame dnes. Niekedy sa tento typ

predpovedí nazýva aj rozpoznávanie vzorov. Je to užitočná technika pre sledovanie

prehánok v miestach s malou diverzitou dát, ako sú napríklad oceány, kde mô-

žeme ľahšie predpovedať ich množstvo a rozsah. Podobná technika je používaná aj

v stredne rozsiahlych predpovediach. Tam využívame tzv. telekonekcie, kde systémy

z iných oblastí sú použité na predpoveď počasia v pôvodnej oblasti.

2.3 Viacvýstupová predikcia

Tradičné metódy na predikciu numerických atribútov dokážu predikovať len jednu

výstupnú hodnotu. V posledných rokoch sa ale začala predikcia využívať aj na kom-

plikovanejšie problémy, kde je potrebné predikovanie niekoľko hodnôt súčasne. Ta-

káto predikcia sa často vyskytuje v oblastiach ako kategorizácia dokumentov, popis

(tagovanie) obrázkov, videí alebo hudby, dolovanie informácií, pri rozhodovaní v

medicíne, vývoji liekov, v biológií, atď. [16]

Výstupy takejto predikcie môžu byť reprezentované pomocou rôznych dátových ty-

pov, napr. binárne, nominálne, ordinálne, reálne alebo dokonca špeciálne štruktúry,

pomocou ktorých reprezentujeme vzťahy medzi entitami. [16]

Počasie je jednou z oblastí kde sa takáto viacvýstupová predikcia dokáže jednoducho

uplatniť. Často sa stáva, že nám nepostačuje jednoduchá predikcia jednej hodnoty

a vyžadujeme predikciu viacerých hodnôt súčasne. Napríklad pri plánovaní letov

balónom nám nepostačuje len informácia o budúcej teplote vzduchu ale vyžadujeme

rôzne ďalšie hodnoty, ako sú rýchlosť vetra, pravdepodobnosť zrážok, atď.
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3 Vektorizácia v jazyku C

Veľa súčasne používaných procesorov je schopných vykonávať tzv. SIMD inštrukcie

(Single instruction, multiple data). SIMD je trieda inštrukcií pre paralelné progra-

movanie, ktoré sú schopné vykonávať rovnaké inštrukcie na viacerých dátach súčasne

[4]. Takýto dátový paralelizmus predstavuje jednoduchý nástroj na urýchlenie vý-

počtov vo vedeckých, strojárskych alebo grafických aplikáciach. [5]

Ak chceme použiť tieto inštrukcie v našom programe, tak máme dve možnosti. Tá

jednoduchšia a časovo menej náročná je nechať kompilátor vykonať vektorizáciu

automaticky počas kompilácie. Druhá možnosť je využiť funkcionalitu vhodného

programovacieho jazyka a vykonať vektorizáciu manuálne.

3.1 Automatická vektorizácia

Jeden z efektívnych spôsobov ako vektorizáciu implementovať je využiť schopnosti

kompilátora a nechať ho vykonať vektorizáciu automaticky. Táto možnosť väčšinou

nevyžaduje žiadne dodatočné úpravy zdrojového kódu, avšak je potrebné ju pri

kompilácií povoliť. To vykonáme pridaním prepínača -ftree-vectorize. V prípade, že

použijeme stupeň optimalizácie -O3, tak je vektorizácia implicitne povolená. [5]

V niektorých prípadoch je potrebné kompilátoru trochu pomôcť, pretože nie je

schopný niektoré slučky vektorizovať. Pomáha oddelenie nevektorizovanej slučky do

samostatnej funkcie, čím sa zabezpečí nezávislosť premenných použitých v slučke od

zvyšku programu. Podstatných vylepšením je pretransformovanie viacrozmerných

polí do jednorozmerného, ktoré sa jednoduchšie prenášajú ako argumenty funkcií.

Pri vnorených cykloch musíme dbať na to, aby sa k prvkom poľa pristupovalo po

poradí - aby sme nepristupovali k prvkom skokovito. V niektorých prípadoch pomôže

vzájomné prehodenie slučiek.

7
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// nebolo automaticky indexovan é

f o r ( i =0; i<n ; i++)

f o r ( j =0; j<m; j++)

er [ i ] += w[ j ∗ n + i ] ∗ e [ j ] ;

// po le " er " n e p r i s t u p u j e sa po porad í , a l e po skokoch

// bolo automaticky indexovan é

f o r ( j =0; j<m; j++)

f o r ( i =0; i<n ; i++)

er [ i ] += w[ j ∗ n + i ] ∗ e [ j ] ;

// tentokr á t sa k prvkom p r i s t u p u j e po porad í

Jeden zo základných faktorov, ktoré výrazne ovplyvňujú rýchlosť vektorizovaného

programu je zarovnanie adresy premennej do určitých hraníc. Veľkosť hraníc záleží

od zvolených inštrukcií. Napríklad pre SSE inštrukcie je potrebné adresy zarovnať

do 16 bytových ohraničení, čo môžeme vykonať použitím kľúčového slova __attri-

bute__ s vhodným parametrom. [6]

// dek la rovan i e po ľ a , ktor é má adresy zarovnan é do 16 bytových ohrani č en í

f l o a t w[ 1 0 0 ] __attribute__ ( ( a l i g n e d (16) ) ) ;

3.2 Manuálna vektorizácia

Nastávajú ale prípady, kedy si kompilátor so slučkou nedokáže poradiť. Vtedy nám

zostáva už len vektorizáciu vykonať manuálne. Jazyk C ponúka niekoľko sád in-

štrukcií na vektorizáciu a k nim potrebné funkcie, ktoré môžeme využiť v našom

programe. Manuálna vektorizácia nám ponúka viac možností a väčšiu voľnosť ako

automatická vektorizácia, avšak pre jej implementovanie je nevyhnutné mať dosta-

točné programátorské schopnosti.

Existuje niekoľko sád inštrukcií pre naprogramovanie vektorizovaného programu. Tie

vznikali spoločne s vývojom nových procesorov, pričom každá sada je špecializovaná

na ich určitú generáciu.
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3.2.1 MMX

Historicky najstaršie sú inštrukcie MMX, ktoré boli vyvinuté spoločnosťou Intel v

roku 1997. Majú vytvorených osem registrov (MM0 až MM7), podľa čoho vznikol aj

ich názov. Každý z nich má veľkosť 64-bitov a namiesto jedného 64-bitového celého

čísla je schopný v sebe uložiť dva 32-bitové, štyri 16-bitové, alebo osem 8-bitových

čísel. Nevýhodou MMX inštrukcií je, že sú schopné pracovať iba s celými číslami

(int). [7]

3.2.2 SSE

Nasledujúcu generáciu inštrukcií Intel vyvinul v roku 1999 a nazval ich SSE (Strea-

ming SIMD Extensions). Tie obsahujú 128-bitové registre a dokážu pracovať už aj s

desatinnými číslami. Klasické SSE inštrukcie používajú len jediný dátový typ, a to

štyri 32-bitové desatinné čísla s pohyblivou rádovou čiarkou. V roku 2001 boli tieto

inštrukcie vylepšené na verziu SSE2, v ktorých je možné využívať viacero dátových

typov - od dvoch 64-bitových čísel (double), cez štyri 32-bitové (float, int) alebo

osem 16-bitových čísel (short), až po šestnásť 8-bitových znakov (char). [8] [9]

3.2.3 AVX

V marci 2008 Intel vyvinul AVX (Advanced Vector Extensions) inštrukcie. Veľkosť

registrov vzrástla na 256-bitov, čiže sa zdvojnásobil aj počet premenných, ktoré sú

schopné v sebe uchovať.

Zaujímavé vylepšenie prišlo neskôr, keď sa k AVX inštrukciám pridali aj tzv. FMA

(fused multiply–add) inštrukcie, ktoré sú schopné naraz vykonať dve aritmetické

operácie - násobenie a sčítanie. Takéto inštrukcie majú potenciál pri učení neuróno-

vých sietí, kde sa pri zmene váh takéto operácie vyskytujú súčasne. [10]
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V júli 2013 boli navrhnuté inštrukcie AVX-512, ktoré by mali obsahovať až 512-

bitové registre. Procesory s podporou takýchto registrov by sa mali začať predávať

v priebehu roku 2015. [10]

3.2.4 Zarovnanie polí

Pri tvorbe vektorizovaného programu neprechádzame cez slučky s krokom 1, ale po

skokoch. Tieto skoky závisia od dátového typu prvkov poľa a od zvolených inštruk-

cií. Napríklad pri použití poľa float-ov a AVX inštrukcií je krok pre každú slučku

rovný 8. Preto je potrebné správne inicializovať dané pole, aby počet jeho prvkov

bol deliteľný práve ôsmimi. Tým zabezpečíme, aby nevznikali chyby spôsobené ne-

správnym prístupom do pamäti. Najjednoduchším spôsobom je pridanie potrebného

počtu nulových hodnôt na koniec poľa.

4 Paralelizácia v jazyku C

Väčšina dnešných bežne používaných procesorov v sebe obsahuje viacero výpočto-

vých jadier. To umožňuje úlohy rozdeliť na viacero skupín a tie vykonávať paralelne.

Programy sú potom delené na tzv. vlákna (thread), kde každé vlákno je vykoná-

vané na inom jadre procesora. Programovanie s vláknami popisuje štandard POSIX

Threads [11], ktorý definuje potrebné typy, funkcie a konštanty v jazyku C. [12]

4.1 OpenMP

Pre jednoduchšiu prácu s vláknami vzniklo API nazývané OpenMP [13]. Využíva

metódu paralelného programovania, pri ktorej hlavné vlákno (master thread) roz-

deľuje program na špecifický počet podvlákien (slave thread), medzi ktoré systém
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rozdelí úlohy. Vlákna potom bežia súbežne s hlavným programom, ale každé na

samostatnom jadre procesora. [14]

OpenMP využíva sadu príkazov pre kompilátor, na základe ktorých kompilátor ge-

neruje paralelný kód. Tieto príkazy sú v programe zapísané pomocou kľúčového

slova #pragma.

#pragma omp f o r

f o r ( i =0; i <1000; i++)

{

. . .

}

Predchádzajúci zdrojový kód rozdelí slučku do rovnako veľkých skupín, ktoré ná-

sledne vykoná paralelne. Napríklad pri štvorjadrovom procesore by sa táto slučka

rozdelila na skupiny 0-249, 250-499, 500-749 a 750-999 a každá z týchto skupín by

sa vykonala sa jednom jadre.

5 Návrh systému pre viacvýstupovú predikciu po-

časia

V navrhovanom systéme sme na predikciu počasia využili neurónovú sieť [15]. Tá

je schopná aproximovať funkciu z poskytnutých trénovacích dát a na základe tejto

funkcie predikovať budúce hodnoty premennej. Keďže neurónová sieť môže byť vy-

tvorená s ľubovoľnou topológiou, tak nie je problém pomocou nej vytvoriť viacvý-

stupovú predikciu.
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5.1 Topológia neurónovej siete

Na vstup neurónovej siete privádzame hodnoty vybraných meteorologických veličín

za posledných 72 hodín so vzorkovaním 1 hodina. Tieto veličiny sú teplota vzduchu,

atmosférický tlak, vlhkosť vzduchu, množstvo zrážok za aktuálnu hodinu, priemerná

rýchlosť vetra, slnečné žiarenie a rosný bod. Hodnoty týchto siedmich veličín sú nor-

mované do intervalu < −1; 1 > a sú privedené na 504 vstupných neurónov. Ďalšie

dva vstupné neuróny sa používajú na definovanie aktuálneho dátumu a času. Oba

hodnoty sú tiež normované do rozsahu < −1; 1 >, pričom pre dátum je ako nulová

hodnota použitý dátum letného slnovratu (21.05.) a pre čas je ako nulová hodnota

použitý čas 14:00. Ostatné hodnoty sú rovnomerne prepočítané do zvoleného inter-

valu.

Vstupné neuróny sú pripojené na jednu skrytú vrstvu so 100 neurónmi a tie ďalej

na výstupnú vrstvu pričom je zabezpečená plná konektivita medzi vrstvami.

Výstupnú vrstvu tvorí 1680 neurónov. Tie predstavujú predikovanú teplotu vzduchu

na nasledujúcich 24 hodín. Teplotu pre každú hodinu kóduje 70 neurónov. Každý

z týchto neurónov reprezentuje jednu hodnotu teploty z rozsahu < −29; 40 >°C s

krokom 1°C, takže v ideálnom prípade bude len jeden z týchto neurónov aktívny.

5.2 Použité meteorologické dáta

Na učenie tejto neurónovej siete boli použité dáta z lokálnej meteorologickej stanice

nazbierané systémom vytvoreným pre moju bakalársku prácu [3]. Tieto dáta bolo

potrebné vhodným spôsobom upraviť.

Hodnoty zrážok sú zo stanice získavané ako kumulatívna hodnota za jeden deň.

Preto ich bolo potrebné prepočítať na absolútne zrážky za jednu hodinu.

Ďalším nedostatkom bola rýchlosť vetra. Tá sa neustále mení, čiže nie je možné ju
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Obrázok 5 – 1 Časť výstupnej vrstvy neurónovej siete, kde sú červeným zvýraznené aktívne

neuróny, ktoré reprezentujú predikovanú teplotu.

presne zistiť len jedným meraním. Preto musel byť celý systém upravený tak, aby

hodnoty rýchlosti vetra zaznamenával s väčšou frekvenciou (konkrétne každých 10

sekúnd) a v dátach ukladal priemernú rýchlosť vetra za aktuálnu hodinu.

Nakoniec sme z týchto dát vytvorili 19 268 časových okien, ktoré boli rozdelené na

trénovaciu (17 000) a testovaciu (2 268) množinu. Pre testovaciu množinu sme zvolili

časovo najnovšie dáta.

5.3 Učenie neurónovej siete

Na učenie neurónovej siete sme spočiatku využili program SNNS (Stuttgart Neural

Network Simulator [17]). Tento simulátor bol vytvorený na Študgardskej univerzite.

Poskytuje jednoduchý a robustný nástroj na vykonávanie experimentov s neuróno-

vými sieťami, pre ktoré obsahuje množstvo rôznych učiacich procedúr s rozličnými

aktivačnými a výstupnými funkciami a s možnosťou vytvoriť ľubovoľnú topológiu

neurónovej siete. [18]
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Ako učiacu metódu sme zvolili klasická metódu spätného šírenia chyby. Pre túto

metódu sme zvolili parameter učenia γ = 0, 2. Váhy sme inicializovali náhodne z

intervalu < −0, 1; 0, 1 >.

Nedostatkom programu SNNS je, že je schopný používať iba jedno jadro procesora

počítača, čiže učenie takto mohutnej neurónovej siete mu trvá neúmerne dlho. V

našom prípade trvalo prebehnutie cez 100 cyklov približne 1,5 hodiny. Z čoho sa dá

usúdiť, že úplné naučenie siete by trvalo niekoľko dní. Tento experiment bol vyko-

naný na notebooku s procesorom Intel Core i5-3210M (2.50GHz / 3.1GHz max).

Celkovo bola neurónová sieť učená až do 800 cyklov a stále nejavila známky znižo-

vania celkovej chyby predikcie. Preto bolo potrebné zvoliť iný prístup pre naučenie

tejto siete.

Jeden z nápadov bol predučiť túto sieť na menšom počte trénovacích dát. Ďalšia

možnosť bola učiť neurónovú sieť paralelne na viacerých jadrách procesora (v našom

prípade na štyroch) prípadne využitie cloud-u. Posledné dve možnosti ale vyžadujú

použitie iného programu na učenie, prípadne naprogramovanie vlastnej neurónovej

siete.

5.4 Využitie menšej trénovacej množiny na predučenie siete

Tentokrát sme pre trénovanie siete použili množinu s 200 náhodne vybranými vzor-

kami z celej trénovacej množiny. Tie boli učené metódou spätného šírenia chyby

s momentom. Ako testovaciu množinu sme použili 20 náhodne vybraných vzoriek

z celej testovacej množiny. Pri učení bola celková chyba na tejto množine vypočí-

tavaná každých 100 cyklov, kvôli ušetreniu času pri učení. Parameter učenia sme

zvolili γ = 0, 3 a parameter pre momentum α = 0, 4. Váhy neurónovej siete sme ini-

cializovali náhodne z intervalu < −0, 1; 0, 1 >. Pri takejto neurónovej sieti sa učenie

výrazne zrýchlilo, čiže bolo možné vykonať aj niekoľko experimentov.
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5.4.1 Experimenty s parametrom pre momentum

Pri tomto experimente sme otestovali rôzne hodnoty parametra pre momentum - α.

Testované hodnoty boli 0,4; 0,2; 0,1; 0,05 a 0,01. Na obrázkoch 5 – 2, 5 – 3, a 5 – 4 sú

znázornené grafické priebehy celkových chýb oboch množín pre parametre 0,1; 0,05

a 0,01.

Obrázok 5 – 2 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití parametra pre momentum α = 0, 1. V grafe je zobrazených prvých 500 cyklov učenia.

Obrázok 5 – 3 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití parametra pre momentum α = 0, 05. V grafe je zobrazených prvých 500 cyklov učenia.
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Obrázok 5 – 4 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití parametra pre momentum α = 0, 01. V grafe je zobrazených prvých 500 cyklov učenia.

Z týchto grafických priebehov vyplýva, že najstrmejšie klesanie celkovej chyby bolo

pri parametri α = 0, 01. Túto hodnotu sme ďalej využívali pri neskorších experimen-

toch.

5.4.2 Experimenty s rozsahom inicializácie

Prvotne zvolený rozsah inicializácie bol z intervalu < −0, 1; 0, 1 >. Tento rozsah

bol zvolený len na základe intuície, preto sme sa pokúsili experimentom potvrdiť

správnosť zvoleného rozsahu. Otestovali sme nasledujúce rozsahy inicializácie - <

−1; 1 >, < −0, 5; 0, 5 >, < −0, 1; 0, 1 >. Z výsledných priebehov výstupnej chyby

neurónovej siete vyplýva, že najlepší rozsah je práve interval < −0, 1; 0, 1 >. Ten

budeme naďalej využívať v budúcich experimentoch. Výsledky tohto experimentu

sú zobrazené na obrázkoch 5 – 5, 5 – 6 a 5 – 7.
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Obrázok 5 – 5 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití intervalu inicializácie < −0, 1; 0, 1 >. V grafe je zobrazených prvých 500 cyklov učenia.

Obrázok 5 – 6 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití intervalu inicializácie < −0, 5; 0, 5 >. V grafe je zobrazených prvých 500 cyklov učenia.

5.4.3 Zhodnotenie využitia menšej trénovacej množiny

Po nájdení správnych parametrov učenia sme tentoraz použili na validáciu celú tes-

tovaciu množinu. Chybu na tejto množine sme vypočítavali po každom cykle učenia,

aby bol výsledný graf presnejší. Výsledný graf chyby je zobrazený na obrázku 5 – 8.

Na základe tohto grafu sa ukázalo, že využitie takto malej trénovacej množiny na

predučenie siete je možné použiť len na prvých 10 cyklov učenia. Potom je už neuró-
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Obrázok 5 – 7 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití intervalu inicializácie < −1, 0; 1, 0 >. V grafe je zobrazených prvých 500 cyklov učenia.

nová sieť preučená a chyba na testovacej množine začína stúpať. Preto sme usúdili,

že takúto malú trénovaciu množinu sa v tomto prípade neoplatí využíť na urýchlenie

konvergencie siete a pokúsili sme sa nájsť vhodnú veľkosť trénovacej množiny, pri

ktorej by sa sieť už tak rýchlo nepreučila.

Obrázok 5 – 8 Graf celkovej chyby na trénovacej množine (dole) a na testovacej množine (hore)

pri použití celej testovacej množiny a počítaní chyby na testovacej množine po každom cykle. V

grafe je zobrazených prvých 500 cyklov učenia.
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5.4.4 Zvolenie vhodnej veľkosti trénovacej množiny

Kedže trénovacia množina s 200 prvkami je nedostatočná pre predučenie takejto

siete, pokúsili sme sa urobiť zopár experimentov s väčšími trénovacími množinami.

Postupne sme otestovali trénovaciu množinu s 1000 prvkami, potom 2000, 3000 a

4000. Výsledné grafické priebehy z tohto experimentu sú znázornené na obrázkoch

5 – 9, 5 – 10, 5 – 11 a5 – 12.

Obrázok 5 – 9 Graf celkovej chyby na trénovacej množine (dole) a na testovacej množine (hore)

pri použití trénovacej množiny s 1000 prvkami. V grafe je zobrazených prvých 250 cyklov učenia.

Obrázok 5 – 10 Graf celkovej chyby na trénovacej množine (dole) a na testovacej množine (hore)

pri použití trénovacej množiny s 2000 prvkami. V grafe je zobrazených prvých 250 cyklov učenia.
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Obrázok 5 – 11 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití trénovacej množiny s 3000 prvkami. V grafe je zobrazených prvých 250 cyklov učenia.

Obrázok 5 – 12 Graf celkovej chyby na trénovacej množine (hore) a na testovacej množine (dole)

pri použití trénovacej množiny s 4000 prvkami. V grafe je zobrazených prvých 250 cyklov učenia.

Ukázalo sa, že od hodnoty 3000 prvkov by učenie takejto siete mohlo mať význam.

Vtedy sa chyba na testovacej množine nezačne po chvíli zvyšovať, čiže sieť sa hneď

nepreučí. Záverom však je, že takéto učenie začína byť opäť časovo náročné. Preto

sme sa rozhodli ho výrazne zrýchliť tým, že naprogramujeme vlastnú neurónovú sieť.
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5.5 Neurónová sieť v jazyku C

Program SNNS nebol dostatočne rýchly, a preto sme sa rozhodli naprogramovať

vlastnú neurónovú sieť. Zvolili sme si programovací jazyk C, ktorý je jeden z naj-

rýchlejšie bežiacich programovacích jazykov. Veľká výhoda jazyka C je aj možnosť

napísať v ňom program, ktorý bude využívať viacero jadier procesora naraz. Tak-

tiež obsahuje inštrukcie pre tvorbu vektorizovaných programov, ktoré vykonávajú

rovnaké aritmetické operácie na viacerých dátach súčasne.

5.5.1 Otestovanie funkčnosti programu

Na otestovanie funkčnosti programu bola využitá klasická úloha kruhu vo štvorci.

Na trénovanie bolo použitých 500 náhodne vybraných vzoriek. Sieť obsahovala 2

vstupné neuróny (koordináty X a Y), 10 skrytých a 1 výstupný neurón. Inicializácia

siete bola z intervalu < −1; 1 > a parameter učenia γ = 0, 2. Učenie prebehlo cez

10 000 cyklov. Po naučení siete bol výsledok graficky vizualizovaný a overený. Tento

výsledok je zobrazený na obrázku 5 – 13.

5.5.2 Optimalizácia programu

Jazyk C je kompilovaný jazyk a preto je potrebné ho pred spustením skompilovať do

spustiteľného kódu. Pri tejto kompilácii je možné nastaviť rôzne parametre, ktoré

potom ovplyvnia beh samotného programu. Ako prvé sme využili parameter na

optimalizáciu kódu (prepínač -O) s rôznymi stupňami optimalizácie. V závislosti

od zvolenej optimalizácie, kompilátor upraví zdrojový kód tak, aby zefektívnil a

urýchlil jeho vykonávanie. Výsledky odmeraných časov behu programu v závislosti

od použitého nastavenia kompilácie sú znázornené v tabuľke 5 – 1.

Aj pri využití najvyššieho stupňa optimalizácie nebežal program dostatočne rýchlo.
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Obrázok 5 – 13 Grafické znázornenie výsledku testovania funkčnosti neurónovej siete na úlohe

kruhu v štvorci. Body reprezentujú trénovacie dáta a červený kruh znázorňuje naučenú hranicu

medzi triedami dát.

Prepínač Čas [s]

SNNS* ∼ 4

bez optimalizácie 5,69

základná optimalizácia -O1 3,28

stredná optimalizácia -O2 3,27

vysoká optimalizácia -O3 3,02

optimalizácia na rýchlosť -Ofast 2,59

Tabuľka 5 – 1 Výsledky časov behu programu v závislosti od použitého nastavenia kompilácie a

porovnanie s programom SNNS.

* program SNNS neobsahuje funkciu na meranie času učenia neurónovej siete, preto bol odmeraný

len manuálne s použitím hodiniek - čiže tento čas je len približný
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Jedným z nedostatkov bolo, že kompilátor nedokázal vykonať automatickú vekto-

rizáciu kódu, a tým nevyužil maximálny potenciál procesora. Kompilátor taktiež

nie je schopný paralelizovať zdrojový kód, aby sa vykonával na viacerých jadrách

procesora súčasne. Tieto vylepšenia musíme manuálne naprogramovať.

5.5.3 Vektorizácia siete pomocou SSE inštrukcií

Na vektrorizáciu neurónovej siete sme spočiatku využili staršie SSE inštrukcie. Tie

ponúkajú možnosť vykonávať aritmetické operácie až so štyroma číslami (float) sú-

časne v jednom strojovom cykle. Tým pádom je teoreticky možné vykonať každú

programovú slučku štyri krát rýchlejšie.

Najprv sme zistili, či kompilátor nedokáže náš program vektorizovať automaticky.

Pomocou prepínača -ftree-vectorizer-verbose=5 sme sledovali výsledok jeho snaže-

nia. Spočiatku nebol schopný vektorizovať žiadnu slučku, a preto sme mu museli

trochu pomôcť - zvyčajne oddelením slučiek do samostatných funkcií. Ani po dlh-

šom snažení sme ale nedokázali dotlačiť kompilátor k uspokojivým výsledkom. Preto

bolo potrebné vektorizáciu vykonať manuálne. Pomocou SSE inštrukcií sme manu-

álne vektorizovali väčšinu cyklov v programe.

Jedným z problémov, ktorým sme museli čeliť bola absencia inštrukcie pre výpočet

exponenciálnej funkcie, ktorá sa vyskytuje pri výpočte aktivácie neurónu. Našťastie

existuje pomocná knižnica, v ktorej je táto funkcia cez potrebné inštrukcie imple-

mentovaná - aj keď nie so 100% presnosťou. [19]

5.5.4 Vektorizácia siete pomocou AVX inštrukcií

AVX inštrukcie, narozdiel od SSE, sú schopné vykonať aritmetické operácie až s

ôsmimi číslami súčasne a tým čas potrebný na beh programu ešte výrazne skrátiť.
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Samozrejme je potrebné aby procesor počítača mal dostatočne veľké registre a aby

podporoval vykonávanie takýchto operácií.

Zmena programu z SSE na AVX inštrukcie si nevyžiadala rozsiahle úpravy. Bolo

potrebné nahradiť niektoré typy premenných a niektoré funkcie za zodpovedajúce

funkcie pre AVX. Taktiež sa zmenil aj krok v niektorých cykloch zo 4 na 8.

Druhá generácia AVX inštrukcií (AVX2) ponúka aj takzvané Fused multiply–add

(FMA) inštrukcie. Tie sú schopné naraz vykonať operáciu súčtu a násobenia. Tieto

inštrukcie boli vyvinuté len nedávno a použitý procesor ich už nepodporoval.

5.5.5 Paralelizácia programu pomocou OpenMP

Na využitie všetkých jadier (thread-ov) procesora sme použili knižnicu OpenMP. Tá

dokáže rozdeliť programovú slučku do viacerých dávok, pričom každú dávku pošle

na jedno jadro procesora. Tým pádom sa slučka vykoná paralelne a za niekoľko

násobne kratší čas.

V našom prípade sme OpenMP použili na rozdelenie trénovacích dát na štyri rovnaké

časti. Každá časť bola učená na samostatnom jadre procesora. Po prejdení všetkých

vzoriek sme získlali štyri verzie nových synaptických váh. Rozdiely nových váh od

pôvodnej váhy sme následne sčítali, čim vznikla jedna kumulovaná zmena. Z nej sme

následne vypočítali novú váhu, a tá potom pokračovala do ďalšieho cyklu. Takýto

výpočet nových synaptických váh je podobný s batch učením. Diagram výpočtu

nových synaptických váh je znázornený na obrázku 5 – 14.

5.5.6 Podobnosť s batch učením

Spôsob učenia, pri ktorom sa zmeny váh len kumulujú a aplikujú sa až po nejakom

čase sa nazýva batch learning (batch training). Takého učenie je v porovnaní s
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Obrázok 5 – 14 Diagram výpočtu nových synaptických váh.

c - aktuálny cyklus, C - počet cyklov, ktoré sa majú vykonať, W - vektor synaptických váh, Wi -

kópia vektora váh pre jadro i

online učením pomalšie. To je spôsobené tým, že online učenie využíva na adaptáciu

váh stále aktuálny bod v chybovom priestore. Batch učenie len kumuluje zmeny

váh, pomocou ktorých potom novú váhu vypočítava z pôvodného bodu v chybovom

priestore. Tento rozdiel vo výpočte je znázornený na obrázku 5 – 15. Existujú však

situácie, kde môže byť takého učenie výhodné a dokonca aj rýchlejšie ako klasické

online učenie. [20]

V našom prípade sa nejedná o klasické batch učenie, ale o kombináciu oboch prí-

stupov. V každom vlákne programu beží klasické online učenie a batch učenie sa
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Obrázok 5 – 15 Porovnanie pohybu po chybovom priestore pre online a batch učenie. (a) Batch

učenie. Niekoľko zmien váh a ich suma. (b) Batch učenie so zreťazenými zmenami váh. (c) Online

učenie. Obrázok bol prevzatý z [20].

prejaví až pri kombinovaní výsledných váh z každého vlákna.

5.5.7 Finálne porovnanie výkonnosti

Pre finálne porovnanie bolo potrebné primerane zväčšiť neurónovú sieť, kedže vek-

torizácia a paralelizácia sa naplno prejavia až pri slučkách s veľkým počtom cyklov.

Preto sme predchádzajúcu sieť (kruh v štvorci) primerane upravili. Po úprave sieť

obsahovala 2 vstupné neuróny, 800 skrytých a 1 výstupný neurón. Veľkosť trénovacej

množiny ostala nezmenená a to 500 položiek. Učenie prebehlo cez 10 000 iterácií.

Výsledné časy trvania učenia sú znázornené v tabuľke 5 – 2.
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Prepínač Čas [s]

bez optimalizácie 974

základná optimalizácia -O1 384

stredná optimalizácia -O2 385

vysoká optimalizácia -O3 259

optimalizácia na rýchlosť -Ofast 212

SSE 140

AVX 70

AVX + OpenMP 49

Tabuľka 5 – 2 Výsledky časov behu programu v závislosti od použitého spôsobu urýchlenia.

Upravenie programu pre meteorologické dáta.

5.5.8 Úprava programu pre meteorologické dáta

Ďalším krokom bolo upravenie programu pre načítanie a učenie sa na meteorologic-

kých dátach. Vyriešili sme to načítavaním dát z externého textového súboru, pričom

bolo potrebné tento súbor pripraviť a zabezpečiť jeho presnú štruktúru. Nevyhnutné

boli aj menšie úpravy v nastaveniach neurónovej siete a to hlavne v počte neurónov

na jej vrstvách.

Aby sme dokázali sledovať priebeh učenia sa siete, museli sme do programu zaimple-

mentovať výpočet chyby (sum of square errors) a to nie len na trénovacej množine,

ale tiež na testovacej množine. Testovaciu množinu musel byť program samozrejme

schopný načítať, čo si vyžiadalo ďalšie úpravy.
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6 Nastavenie a vyhodnotenie systému

6.1 Určenie vhodného parametra učenia

Naša neurónová sieť čiastočne využíva batch učenie. Batch učenie si pre správne

fungovanie vyžaduje menšie hodnoty parametra učenia v porovnaní s klasickým

učením. Tieto hodnoty sme sa pokúsili experimentálne určiť.

Najprv sme otestovali hodnoty pre γ z väčšieho rozsahu. Ako môžeme vidieť na

obrázku 6 – 1, tak ako najlepšie sa ukazujú byť hodnoty medzi 0,001 a 0,0001. Pri

použití vyšších hodnôt sa nám neurónová sieť rýchlo rozkmitá, čo je typické pre

batch learning. Ak použijeme nižšie hodnoty parametra γ, tak sa sieť učí zbytočne

pomaly.

Ďalej sme otestovali niekoľko hodnôt z rozsahu < 0, 001; 0, 0001 >, ktoré sme tento-

krát učili až do 1 000 cyklov. Na obrázku 6 – 2 je znázornený priebeh hodnôt chýb

na výstupe pre tieto hodnoty. Ako najlepšia sa ukazuje hodnota γ = 0, 0007. Túto

hodnotu sme preto využívali v neskorších experimentoch.
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Obrázok 6 – 1 Porovnanie učenia s rôznymi parametrami γ pre prvých 200 cyklov učenia pre

trénovaciu množinu (hore) a pre testovaciu množinu (dole). Výsledná chyba je vypočítavaná ako

suma druhých mocnín čiastkových chýb v množine a následne je podelená počtom prvkov v tejto

množine.
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Obrázok 6 – 2 Porovnanie učenia s rôznymi parametrami γ pre prvých 1 000 cyklov učenia pre

trénovaciu množinu (hore) a pre testovaciu množinu (dole). Výsledná chyba je vypočítavaná ako

suma druhých mocnín čiastkových chýb v množine a následne je podelená počtom prvkov v tejto

množine.
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6.2 Určenie vhodného rozsahu inicializácie

Pri trénovaní siete v programe SNNS sme vykonali niekoľko experimentov s roz-

sahom inicializácie synaptických váh. Z nich sa nám ako najlepší ukázal rozsah

< −0, 1; 0, 1 >, ktorý sme následne používali v ostatných experimentoch. Odvtedy

sme však vytvorili vlastnú neurónovú sieť, ktorá z dôvodu využívania paralelizácie

obsahuje špeciálnu metódu na modifikáciu váh. Ako sa ukázalo v predchádzajúcej

podkapitole, tak si táto metóda vyžaduje niekoľkonásobne menší parameter učenia.

Preto predpokladáme, že podobné to bude aj s rozsahom inicializácie. Vykonali sme

niekoľko experimentov, v ktorých sa pokúšame opäť nájsť ideálny rozsah inicializácie

synaptických váh.

Ako vidíme na obrázku 6 – 3, najnižšiu chybu na výstupe siete dosiahneme pri níz-

kych rozsahoch inicializácie, aj keď za cenu dlhšieho času učenia. Experiment sme

zopakovali ešte raz, pričom sme uvažovali len nízke rozsahy inicializácie, ktoré sme

tentokrát učili dvojnásobne dlhšie. Výsledné chyby tohto učenie sú zobrazené na

obrázku 6 – 4. V tomto experimente sme otestovali aj inicializáciu váh na nulové

hodnoty. Sieť je aj v tomto prípade schopná sa začať učiť. Z testovaných rozsahov

sme si napokon zvolili rozsah < −0, 01; 0, 01 > a ten sme použili vo finálnej verzií

siete.
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Obrázok 6 – 3 Porovnanie učenia s rôznymi inicializáciami pre prvých 2 000 cyklov učenia pre

trénovaciu množinu (hore) a pre testovaciu množinu (dole). Výsledná chyba je vypočítavaná ako

suma druhých mocnín čiastkových chýb v množine a následne je podelená počtom prvkov v tejto

množine.
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Obrázok 6 – 4 Porovnanie učenia s rôznymi inicializáciami pre prvých 4 000 cyklov učenia pre

trénovaciu množinu (hore) a pre testovaciu množinu (dole). Výsledná chyba je vypočítavaná ako

suma druhých mocnín čiastkových chýb v množine a následne je podelená počtom prvkov v tejto

množine.
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6.3 Naučenie neurónovej siete

Po nájdení vhodných parametrov môžeme pristúpiť ku konečnému naučeniu neuró-

novej siete. Toto učenie necháme prebehnúť cez 10 000 cyklov pričom chybu na

trénovacej a testovacej množine budeme kvôli šetreniu času počítať len každých 10

cyklov. Z výsledného grafu potom určíme najvhodnejší počet cyklov učenia. Chod

programu cez všetkých 10 000 cyklov trvalo približne 7 hodín na používanom proce-

sore. Graf chyby pre takto nastavenú neurónovú sieť je znázornený na obrázku 6 – 5.

Obrázok 6 – 5 Graf chyby na trénovacej a testovacej množine pre parameter γ = 0, 0007 a

rozsahom inicializácie < −0, 01; 0, 01 >. V grafe je znázornených 10 000 cyklov učenia.

Z grafu 6 – 5 vidíme, že najvhodnejší počet cyklov učenia je približne 2 000 cyklov.

Pri dlhšom učení sa sieť rozkmitá a chyba začne stúpať. Preto sme sieť učili ešte

posledný krát, ale už len počas 2 000 cykov. Týmto sme získali finálnu neurónovú

sieť, ktorá môže byť využitá na predikciu počasia.
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6.4 Vizualizácia predikcie

Na otestovanie funkčnosti a výkonnosti naučenej neurónovej siete sme jej predikciu

vizualizovali. Zvolili sme si niekoľko testovacích dát, ktoré sme priviedli na vstup

naučenej siete. Výsledky sú graficky znázornené na obrázku 6 – 6. Z tejto vizualizácie

si môžeme všimnúť, že neurónová sieť má najsilnejšie výstupy práve v okolí skutočnej

hodnoty predikovanej teploty. V niektorých prípadoch sieť ponúka aj alternatívnu

predikciu, ktorá sa napríklad v druhom obrázku aj naplnila.

Obrázok 6 – 6 Vizualizovaná predikcia vybraných vzoriek z trénovacej množiny. Tmavšia farba

indikuje vyššiu hodnotu na výstupe neurónovej siete (pravdepodobnejšiu predikovanú teplotu).

Oranžové body reprezentujú skutočnú hodnotu teploty.

6.5 Výpočet chyby predikcie

Následne sme sa pokúsili chybu nejakým spôsobom kvantifikovať. Vypočítali sme

presnosť predikcie siete na všetkých testovacích dátach, a to nasledovne: pre každú
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predikovanú hodinu sme vybrali maximálnu hodnotu výstupu z neurónov, ktoré ju

reprezentujú. Tú sme následne porovnali so skutočnou hodnotou, čím sme zistili

aktuálnu chybu predikcie. Zo všetkých takýchto rozdielov sme vypočítali aritme-

tický priemer pre konkrétnu hodinu, čím nám vznikla priemerná chyba predikcie v

stupňoch celzia. Tieto chyby sú graficky znázornené na obrázku 6 – 7.

Obrázok 6 – 7 Priemerná chyba predikcie v °C pre každú predikovanú hodinu.

6.6 Možnosti vylepšenia

Z priemerných chýb predikcie a taktiež z vizualizovaných výstupov siete vidíme,

že sieť často predikuje konštantný priebeh teploty, ktorý ale približne zodpovedá

priemeru skutočnej hodnoty za predikovaných 24 hodín. Túto konštantnú predikciu

môžeme odstrániť presnejším naučením siete, čo si ale vyžaduje zmenu, prípadne

úpravu metódy učenia. Možnosťou je taktiež zjednodušenie siete, či už počtu vstup-

ných dát, alebo obmedzením rozsahu predikovaných teplôt.
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7 Záver

V tejto diplomovej práci sa nám podarilo naprogramovať, nastaviť a naučiť rozsiahlú

neurónovú sieť. Úspešne sme implementovali vektorizáciu neurónovej siete pomocou

SSE inštrukcií a následne AVX inštrukcií. Tie výrazne urýchlili čas behu programu.

Na ďalšie urýchlenie času učenia sa siete sme využili OpenMP, ktoré nám ponúka

nástroj na paralelizáciu programu. Týmto sme boli nútení navrhnúť špeciálnu me-

tódu pre modifikáciu synaptických váh. Metóda bola úspešne implementovaná, aj

keď stále je tu priestor pre potenciálne vylepšenia. Po otestovaní siete sme ju ná-

sledne použili na predikciu počasia. Vykonali sme niekoľko experimentov, na základe

ktorých sme určili vhodné parametre pre učenie tejto siete. Nakoniec sme naučili fi-

nálnu sieť, ktorú môžeme používať na predikciu. Jej výstupy sme graficky znázornili

a tým overili jej funkčnosť.
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Príloha A

Systémová a používateľská príručka

Vytvorená neurónová sieť je napísaná v jazyku C. Tento jazyk je pred spustením

potrebné skompilovať, pričom ak chceme aby program bežal čo najrýchlejšie, mu-

síme použiť niekoľko prepínačov. V programe využívame externú knižnicu, ktorú

musí byť kompilátor schopný nájsť. Na to nám slúži prepínač -I., ktorý mu povie,

aby knižnicu hľadal v aktuálnom priečinku. Ďalším je prepínač -Ofast, ktorý prinúti

kompilátor optimalizovať program na rýchlosť, a tým výrazne ovplyvní výkon vý-

sledného programu. Pre vyžitie AVX inštrukcií v našom programe je potrené pridať

prepínač -mavx a podobne aj pre využitie OpenMP (-fopenmp). Konečný príkaz pre

kompilátor potom vyzerá nasledovne:

gcc −I . −Ofast −std=c11 −mavx −fopenmp weatherNN . c −o weatherNN −lm

Po skompilovaní zdrojového kódu získame spustiteľný program. Ten na svoj vstup

príjima niekoľko argumentov. Prvý z nich je cesta k súboru s trénovacou množinou,

druhý je cesta k testovacej množine. Oba tieto súbory musia mať presný formát

- riadok s hodnotami vstupov pre prvú vzorku, ktoré sú oddelené medzerami za

ktorým nasleduje riadok s hodnotami výstupov, taktiež oddelené medzerami. Za

nimi môže nasledovať prázdny riadok a potom sú v rovnakom formáte zapísané

ostatné vzorky z množiny. Výstup z programu je zobrazený v termináli, prípadne

ho môžeme presmerovať do ľubovoľného súboru. Na začiatku tohoto výstupu sú

znázornené sumy druhých mocnín chýb na výstupe siete na oboch množinách. Za

nimi nasledujú hodnoty všetkých váh pre skrytú a výstupnú vrstvu. Na konci je ešte

priložený celkový čas behu programu v sekundách. Nastavenie siete sa vykonáva

úpravou konštánt v zdrojovom kóde programu ešte pred kompiláciou.

. / weatherNN t r a i n . txt t e s t . txt > out . txt
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Po naučení siete môžeme využiť získané hodnoty synaptických váh pre predikciu no-

vých vzoriek. Tieto váhy musíme vložiť do súboru computeOutput.c, ktorý následne

skompilujeme podobne ako predchádzajúci program. Výsledný program príjima na

vstupe súbor s novou vzorkou a na výstupe vypíše predikované hodnoty. Formát

vstupného súboru je podobný ako predchádzajúca trénovacia alebo testovacia mno-

žina.
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